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1 Priprava podatkov

Priprava podatkov (data preprocessing) je faza strojnega učenja, v kateri surove podatke spremenimo v
obliko, primerno za učenje modelov. Tudi najbolj sofisticiran algoritem je nemočen, če so podatki nepopolni,
napačno strukturirani ali z zavajajočimi vzorci. V praksi priprava podatkov pogosto zavzame velik del
projekta: od razumevanja tipov podatkov (numerični, kategorični, ordinalni, časovne vrste, slike, besedilo),
preko obravnave manjkajočih vrednosti in šuma, do pravilne delitve na učne in testne množice,
normalizacije in pretvorb.

Intuitivno je priprava podatkov podobna pripravi sestavin pred kuhanjem zahtevne jedi. Tudi če imamo
vrhunski recept (algoritem), iz pokvarjenih ali napačno narezanih sestavin ne bo nastala dobra jed. Najprej
odstranimo pokvarjene dele (očiten šum, očitne napake), nato operemo, narežemo in stehtamo sestavine
(standardizacija, oblikovanje značilk, normalizacija), in na koncu vse razporedimo po posodah (učna, vali-
dacijska, testna množica), da jih lahko uporabljamo na pravi način.

Eden pomembnih korakov je obravnava manjkajočih vrednosti. Preprost pristop je izločitev vrstic
ali stolpcev z veliko manjkajočimi podatki, a s tem lahko izgubimo pomembne informacije. Pogosteǰsi je
pristop imputacije (imputation): manjkajoče numerične vrednosti nadomestimo s povprečjem, mediano
ali napredneǰsimi metodami (npr. napoved manjkajoče vrednosti s kopiranjem najbolj podobnega primera),
kategorične pa z najpogosteǰsim razredom ali posebnim razredom oz. oznako. Pri tem moramo paziti, da
imputacijo izvajamo samo na učni množici in enako pravilo nato uporabimo na validacijski/testni množici,
da se izognemo podatkovnemu puščanju, ki lahko prikaže rezultate kot preveč optimistične.

Ključni korak je pravilna delitev podatkov na:

• Učno množico (train): na njej se model uči.

• Validacijsko množico (validation): služi za izbiro hiperparametrov, arhitektur in odločitev, kdaj ustaviti
učenje (zgodnje ustavljanje), ampak ni vedno potrebna.

• Testno množico (test): uporabi se samo na koncu za pošteno oceno končnega modela na prej nevi-
denih podatkih.

Tipično razmerje je npr. 60–80% učna, 10–20% validacijska, 10–20% testna množica, odvisno od velikosti
podatkov. Pri klasifikaciji pogosto uporabimo stratificirano vzorčenje, da ohranimo podobno razmerje
razredov v vseh množicah. Pri časovnih vrstah pa delitve ne smemo delati naključno, temveč po času
(učna preteklost, test prihodnost), da ne pride do uhajanja informacij iz prihodnosti v preteklost ali delitve
sosednjih primerov v učno in testno.

Pomemben del priprave je tudi rokovanje z različnimi tipi podatkov. Numerične spremenljivke
pogosto standardiziramo (odštejemo povprečje in delimo z odklonom) ali normaliziramo (npr. skaliranje
v interval [0, 1]), da pospešimo učenje in preprečimo, da bi spremenljivke z velikimi vrednostmi dominirale
nad ostalimi. Kategorične spremenljivke (npr. barva = rdeča/zelena/modra) lahko pretvorimo ali kodi-
ramo z one-hot kodiranjem. Ordinalne spremenljivke (npr. ocena 1–5) moramo posebej obravnavati:
običajno ohranimo naravni vrstni red (1 < 2 < 3 < 4 < 5), a pazimo, da ne pretiravamo z interpretacijo
razdalj.
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Kritično je tudi odkrivanje in obravnava izstopajočih vrednosti oz. osamelcev (outliers) ter
neuravnoteženih razredov. Osamelci lahko izkrivijo porazdelitev in zmedejo model, zato jih včasih
omejimo ali pa celo odstranimo. Pri neuravnoteženih razredih (npr. 99% negativnih in 1% pozitivnih
primerov) je nujno, da uporabimo ustrezne metrike ocenjevanja (npr. F1-natančnost) in se ne zanašamo
le na najbolj poznane ter intuitivne (npr. točnost).

V kontekstu AI olimpijade je priprava podatkov ena ključnih veščin, ki loči dobre tekmovalce od odličnih.
Prepoznavanje potreb po ustreznih metodah navedenih zgoraj je ključni predpogoj za treniranje dobrih
modelov, ki so tako uspešni v napovedih, kot splošni ter robustni.

Predlogi za nadaljnje branje:

1. Jason Brownlee, Data Preparation for Machine Learning: Data Cleaning, Feature Selection, and Data
Transforms in Python.

2 Nadzorovano učenje

Nadzorovano učenje (supervised learning, SL) je veja strojnega učenja, kjer se model uči iz označenih
primerov. Vsak učni primer je par (x, y), kjer je x vhod (npr. slika, besedilo, vektor meritev), y pa izhod
(npr. razred mačka/pes ali realno število kot je cena stanovanja). Cilj je poiskati tak model (funkcijo), ki
se nauči preslikave iz vhodov v izhode tako, da za nove, še nevidene primere napoveduje čim bolj pravilno.
Tipični podnalogi sta klasifikacija (napovedovanje omejenega števila diskretnih razredov) in regresija
(napovedovanje v principu neskončno možnih realnih vrednosti).

Intuitivno je nadzorovano učenje zelo podobno klasičnemu šolskemu pouku s primeri in rešitvami. Učitelj
učencu pokaže nalogo (vhod) in pravilno rešitev (izhod). Učenec najprej rešuje podobne naloge s “plonkan-
jem” ali napakami, nato pa skozi veliko število vaj, primerov in povratne informacije prepozna vzorce: kaj
v besedilu naloge je pomembno, kako uporabiti formulo, kako prepoznati tip naloge. Sčasoma učenec zna
reševati tudi nove naloge, ki jih ni še nikoli videl, a so dovolj podobne učnim primerom.

Osrednji izziv nadzorovanega učenja je posploševanje (generalization): model se ne sme zgolj “na
pamet” naučiti učnih primerov, temveč mora pravilno napovedovati tudi za nove podatke iz enake po-
razdelitve. Pri tem naletimo na dilemo intenzitete prileganja (underfitting vs. overfitting). Model s prenizko
kompleksnostjo ne zmore ujeti strukture podatkov (underfitting), model s previsoko kompleksnostjo pa si
lahko “zapomni šum” v učnih podatkih (overfitting) in na testu s povsem novimi podatki odpove. Tipične
rešitve tega problema vključujejo regularizacijo (dodajanje kazni za prevelike uteži), ločene validacijske
množice za izbiro hiperparametrov, prečno preverjanje ter skrbno pripravo in razumevanje podatkov.

Eden najbolj znanih primerov nadzorovanega učenja je klasifikacija na podatkovni množici Iris, ki vsebuje
150 primerov cvetov rož s štirimi značilkami (dolžina in širina čašnih ter venčnih listov) ter pripadajočo vrsto
rože (trije razredi). Naloga modela je, da se iz označenih primerov nauči ločiti med vrstami na podlagi danih
značilk in nato pravilno razvrsti nove, še nevidene primere. Zaradi majhnosti, dobro razumljene strukture
in delne linearne ločljivosti razredov je Iris postal klasičen primer za demonstracijo in primerjavo različnih
klasifikacijskih algoritmov.

V kontekstu AI olimpijade nadzorovano učenje predstavlja hrbtenico potrebnega znanja. Klasifikacija in
regresija sta stebra strojnega učenja tako v resničnem svetu kot na tekmovanjih, zato je dobro razumevanje
ključno za razvoj dobrih (ne nujno najbolj kompleksnih) napovednih modelov.

Predlogi za nadaljnje branje:

1. Christopher M. Bishop, Pattern Recognition and Machine Learning, Springer.

2. G. James, D. Witten, T. Hastie, & R. Tibshirani, An Introduction to Statistical Learning, Springer.

3 Nenadzorovano učenje

Nenadzorovano učenje (unsupervised learning) je veja strojnega učenja, pri kateri algoritmi v podatkih
samodejno ǐsčejo strukturo brez podanih oznak ali pravilnih odgovorov. Namesto da bi se učili iz označenih
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primerov, računalniki prepoznavajo podobnosti med podatkovnimi točkami ter odkrivajo vzorce, kot so
skupine (clusters) ali zgoščene predstavitve. V tem okviru prevladujeta dve glavni vrsti pristopov: razvrščanje
v skupine (clustering), ki poskuša združiti podobne podatke, ter zmanǰsevanje dimenzionalnosti (di-
mensionality reduction), ki visoko-dimenzionalne podatke preslika v bolj obvladljive oblike, pri čemer ohrani
ključne relacije med podatki.

Med metodami razvrščanja je ena najpogosteje uporabljenih K-means, ki podatke razdeli v vnaprej
določeno število skupin tako, da vsak element pripǐse najbližjemu sredǐsču (mean) in nato ta sredǐsča itera-
tivno posodablja. Pri tem poskuša minimizirati funkcijo stroška (cost function), ki meri, kako daleč so točke
od svojih sredǐsč, s ciljem oblikovati kompaktne in dobro ločene skupine. Druga pomembna metoda, hier-
arhično razvrščanje (hierarchical clustering), gradi drevesno strukturo skupin tako, da postopno združuje
posamezne točke v večje skupine (bottom-up) ali pa večje skupine razbija v manǰse (top-down); rezultat je
hierarhija, ki prikazuje relacije med podatki na različnih ravneh. Povsem drugačen pristop predstavlja DB-
SCAN (Density-Based Spatial Clustering of Applications with Noise), metoda, ki razvršča podatke glede
na gostoto: točke v gostih regijah združi v skupine, tiste v redkih območjih pa obravnava kot šum (noise).
Prednost DBSCAN-a je, da lahko zazna skupine nepravilnih oblik in ne zahteva predhodne določitve števila
skupin. Kot še en pomemben pristop k razvrščanju se uporabljajo Gaussian Mixture Models (GMM),
ki predpostavljajo, da podatke sestavljajo prekrivajoči se Gaussovi oblaki; namesto da bi posamezno točko
dokončno dodelili eni skupini, GMM poda verjetnostne ocene pripadnosti, kar omogoča mehke, prekrivajoče
se meje med skupinami.

Na področju zmanǰsevanja dimenzionalnosti je ključno orodje PCA (Principal Component Analysis),
ki poǐsče smeri največje variabilnosti v podatkih in jih projicira v prostor z manj dimenzijami, pri čemer
skuša ohraniti kar največ informacij. Ta tehnika je še posebej uporabna pri 2D ali 3D vizualizaciji visoko-
dimenzionalnih podatkov, kjer omogoča pregled nad strukturo, ki je sicer ne bi mogli zaznati. Za zahtevneǰse
podatke pa se pogosto uporablja t-SNE (t-Distributed Stochastic Neighbor Embedding), pristop, ki prav
tako preslika podatke v nizko-dimenzionalni prostor, vendar močno poudarja ohranjanje lokalnih odnosov:
podobne točke ostanejo blizu skupaj, kar pogosto vodi do jasno vidnih skupin v končnem prikazu.

Predlogi za nadaljnje branje:

1. A. Müller & S. Guido, Introduction to Machine Learning with Python, O’Reilly Media.

2. G. James, D. Witten, T. Hastie, & R. Tibshirani, An Introduction to Statistical Learning, Springer.

4 Spodbujevano učenje

Spodbujevano učenje oziroma okrepitveno učenje (reinforcment learning, RL) je veja umetne inteligence,
kjer se agent (model) nauči uspešnega (v idealnem primeru pa optimalnega) vedenja v določenem okolju
skozi izvajanje akcij. Izvedene akcije so retrospektivno nagrajene v primeru, če akcije vodijo do zmage oz.
uspeha ter kaznovane, če vodijo do poraza oz. neuspeha. Vsaka akcija v določenem stanju okolja ima tako
svojo oceno kvalitete, naučeni agenti pa pri svojem vedenju izbirajo akcije z bolǰse oceno.

Pristop temelji na podobnih konceptih kot učenje oz. dresiranje domačih živali in malčkov. Na primer,
če naš pes v fazi dresure nekaj naredi prav, ga nagradimo s prigrizkom, če nekaj naredi narobe, nagrade ne
dobi ali pa ga nahrulimo. Skozi čas se tako pes nauči “kaj je prav in kaj narobe” ter vzpostavi primerno
vedenje za okolje v katerem živi.

Matematični okvir za večino RL problemov je Markov proces odločanja (MDP). MDP določa struk-
turo učenja s štirimi ključnimi komponentami: Stanja (trenutno stanje agenta, npr. postavitev figur na
igralni površini), Akcije (poteze, ki jih agent lahko izvede, npr. premik kraljice za 2 polji desno), Nagrade
(numerični signal, običajno apliciran po končani partiji, npr. +10 za vse akcije v primeru zmage, -10 v
primeru poraza), / in Strategija (logika, ki agentu pove, katero akcijo izbrati v danem stanju).

Glavni izziv je najti najbolǰso dolgoročno strategijo. Pri tem pomagajo Bellmanove enačbe, ki
izračunajo vrednost trenutnega stanja tako, da ga povežejo s takoǰsnjo nagrado in pričakovano vrednos-
tjo prihodnjih stanj. Na teh enačbah temelji algoritem Q-učenja, ki ustvari tabelo (Q-tabela), ki služi kot
“plonk listek” in shranjuje največjo pričakovano nagrado za določeno akcijo v določenem stanju.
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Ključen problem pri RL je dilema raziskovanja (Exploration) proti izkorǐsčanju (Exploitation): agent
mora najti ravnovesje med tem, koliko poskušati nove, neznane poti (raziskovanje), in tem, da uporabi tisto,
kar že ve, da je najbolje (izkorǐsčanje). Raziskovanje je potrebno, da se agent lahko nauči novih dobrih
strategij.

Pogost preprost primer problema, ki ga RL reši zelo kvalitetno, je igra križči in krožci. Igra ima končno
omejeno stanj ter majhen nabor možnih potez v vsakem koraku. Pri vsaki igri RL sistem beleži celotno
verigo potez agenta, če je agent zmagal se potezam, oz. stanjem na polju, ki ga povzročijo poteze dodeli
pozitivna ocena, če je izgubil pa negativna. Sprva agent dela naključne poteze in je v igri slab, skozi čas pa
postaja vedno bolǰsi. Njegove odločitve namreč temeljijo na tabeli vseh stanj, po dovolǰsnjem številu iger je
v tabeli jasno določeno katere poteze vodijo do zmage, katere pa do poraza. Če naredimo sistem v katerem
dva RL agenta tekmujeta eden proti drugem, se oba kaj hitro naučita dobro napdati in braniti, tako da se
vse igre končajo z remijem, kar je tudi pričakovano pri dobrih igralcih te igre. Problem opisanega pristopa
je v tem, da se ocena vseh akcij oz. stanj posodobi šele po vsaki končani igri. Pri križcih in krožcih so igre
kratke, tako da to ni tako problematično, pri bolj komplesknih problemih pa ta rešitev ni idealna.

Pomembna nadgradnja RL je tako učenje s časovno razliko (time difference learning, TD learning), pri
katerem agent posodablja svoje znanje po vsakem koraku (namesto da bi čakal do konca naloge), tako da
primerja svojo staro napoved z novo, bolj informirano.

Predlogi za nadaljnje branje:

1. Richard S. Sutton & Andrew G. Barto, Reinforcement Learning: An Introduction, Bradford Books.

2. Miguel Morales, Grokking Deep Reinforcement Learning, Manning.

5 Preiskovalni pristopi

Pri algoritmih umetna inteligence pogosto preiskujemo prostor različnih možnostmi, v iskanju dobre ali celo
najbolǰse rešitve. Ne glede na to, ali robot premaguje labirint, aplikacija za zemljevide ǐsče najkraǰso pot
ali igralni program izbira naslednjo potezo, vsa ta opravila vključujejo preiskovanje (search). Na splošno
je preiskovanje sistematičen proces raziskovanja možnih dejanj in stanj, dokler ne dosežemo cilja. Nekatere
metode se zanašajo le na osnovno strukturo problema, druge pa uporabljajo dodatne informacije, ki iskanje
pospešijo.

Neinformirane metode preiskovanja delujejo brez dodatnih informacij o tem, kje se cilj nahaja. Iskanje
v širino (breadth-first search, BFS) raziskuje vsa možna stanja po “plasteh”, kar odkrije najkraǰso pot
v najmanǰsem številu korakov (kadar koraki stanejo enako). Iskanje v globino (depth-first search, DFS)
vsako pot razǐsče čim dlje, nato pa se vrne nazaj. Tak pristop porabi malo pomnilnika, vendar lahko spregleda
kraǰse rešitve ali pa se zaplete v dolge, neuporabne poti. Kadar koraki ne stanejo enako – na primer, koraki so
ceste različnih dolžin —- je primerna metoda iskanja z enakomernimi stroški (uniform cost search, UCS) oz.
Dijsktrov algoritem. Ta metoda vedno najpre razširi pot z najmanǰsim trenutnim stroškom, kar zagotavlja
stroškovno najugodneǰso rešitev, čeprav je lahko počasneǰsa v primerih velikega števila poti.

Informirane metode iskanja uporabljajo dodatne informacije, ki usmerjajo iskanje učinkoviteje. Algo-
ritem A* združuje dejanski strošek poti do trenutnega stanja s heuristiko (heuristic), t.j., oceno, kako
daleč je še do cilja. Z dobro heuristiko lahko A* preskoči nepotrebne poti in še vedno zagotovi optimalno
rešitev. Pomembna oblika informiranega iskanja, zlasti v igrah, je minimax iskanje (minimax search).
Ta pristop predvideva možne prihodnje poteze v igri za dva igralca in predpostavlja, da nasprotnik vedno
izbere najbolǰso možno protipotezo. Na ta način AI izbere potezo, ki maksimira njegov minimalni zago-
tovljeni izid. Ker drevesa možnih potez hitro postanejo ogromna, se za pospešitev minimax iskanja pogosto
uporablja obrezovanje (pruning), ki preskoči veje odločitvenega drevesa, za katere je malo verjetno, da bodo
vplivale na končno odločitev.

Predlogi za nadaljnje branje:

1. Russell, S. & Norvig, P. Artificial Intelligence: A Modern Approach, Pearson.

2. Nilsson, N. Artificial Intelligence: A New Synthesis, Morgan Kaufmann.
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6 Logično sklepanje

Logično sklepanje (logical reasoning) je del mǐsljenja, pri katerem uporabljamo jasna pravila, da pridemo do
zanesljivih zaključkov. Namesto da sledimo samo občutku (gut feeling), izhajamo iz danih dejstev, ki jim
rečemo predpostavke (premises), in gledamo, kaj iz njih mora logično slediti. Klasičen primer je:

• Vsi ljudje so umrljivi.

• Sokrat je človek.

• Torej je Sokrat umrljiv.

Če so predpostavke resnične in je način sklepanje pravilen, mora biti resničen tudi zaključek. Takemu
korak-za-korakom razmǐsljanju rečemo deduktivno sklepanje (deductive reasoning).

Poznamo tudi druge tipe sklepanja. Induktivno sklepanje (inductive reasoning) ǐsče vzorce in iz
primerov gradi splošna pravila (“Ta algoritem deluje na veliko testnih primerih, zato bo verjetno deloval tudi
na novih”). Abduktivno sklepanje (abductive reasoning) pa ǐsče najbolj verjetno razlago za opažanja
(“Klasifikator napačno razvršča slike; najverjetneǰsa razlaga je, da je učni množici pristranska”).

V umetni inteligenci (artificial intelligence) se logično sklepanje uporablja za gradnjo sistemov, ki
znajo razložiti svoje odločitve in dokazati, ali določene trditve veljajo ali ne. Znanje zapǐsemo v formalne
jezike (formal languages), kot sta izjavna logika (propositional logic) in prvoredna logika (first-
order logic). Nato algoritmi za avtomatizirano sklepanje (automated reasoning algorithms),
na primer reševalniki problema izpolnljivosti (SAT solvers) ali dokazovalniki izrekov (theorem
provers), preverjajo, ali določeni zaključki res sledijo iz danih pravil. To je ključno pri verifikaciji (ver-
ification) programske in strojne opreme, pri igranju iger in pri načrtovanju z omejitvami (planning
under constraints).

Za olimpijado iz umetne inteligence (AI olympiad) je logično sklepanje pomembno, ker lahko
številne naloge preoblikujemo v vprašanje: “Glede na ta pravila in dejstva – kaj mora veljati?” Če znaš
neurejene opise iz resničnega sveta prevesti v natančne logične trditve in nato z njimi pravilno sklepati, že
razmǐsljaš podobno kot matematik in kot napreden sistem umetne inteligence.

Predlogi za nadaljnje branje:

1. Graham Priest, Logic: A Very Short Introduction, Oxford University Press.

2. Stuart Russell & Peter Norvig, Artificial Intelligence: A Modern Approach, Pearson.

7 Evalvacija modelov strojnega učenja

Evaluacija modelov strojnega učenja (Evaluation of ML Models) je ključen korak v procesu razvoja in
terniranja, saj le-ta oceni uspešnost, zanesljivost ter posplošljivost naučenega modela. Brez ustrezne
in nepristranske evaluacije ne moremo z gotovostjo trditi, ali bo model uspešno deloval na novih, nevidnih
podatkih, kar je njegov glavni namen. Večina modelov se namreč uči oz. trenira na omejeni učni množici
ter potem aplicira v “realnem svetu” na novih podatkih, ki v času treniranja modela še niso znani.

Temeljni pristop k evalvaciji zahteva, da celoten nabor podatkov razdelimo na vsaj dva ločena sklopa:
učni nabor (Train set) in testni nabor (Test set). Učni nabor se uporablja za prilagajanje notranjih
parametrov modela, torej za njegovo dejansko učenje oz. treniranje. Testni nabor se uporabi šele na koncu,
za končno, nepristransko oceno posploščljivosti modela, saj testni nabor vsebuje podatke, ki jih model med
učenje ni videl. Na ta način dobimo objektivno oceno kvalitete modela nad novimi podatki ter hkrati
preverimo ali je med treniranjem prǐslo do prevelikega prilagajanja učnim podatkov (overfitting).

Včasih pa delitev na le dva dela ni dovolj, še posebej, ko je treba optimizirati hiperparametre modela.
Hiperparametri so dodatne nastavitve modela, ki se jih model ne nauči sam skozi traniranje, ampak jih
nastavi inženir pred učenjem (npr. hitrost učenja ali globina dreves). V teh primerih dodamo še tretji,
validacijski nabor (Validation set). Model se uči na učnem naboru, medtem ko validacijski nabor sproti
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služi za preskus različnih nastavitev hiperparametrov in s tem za njihovo optimizacijo. Z uporabo validaci-
jskega nabora lahko tudi zgodaj ustavimo učenje, ko opazimo, da se uspešnost na tem naboru začne slabšati
(običajno je to znak prevelikega prilagajanja učnim podatkom), čeprav se uspešnost na učnem naboru še
izbolǰsuje. Testni nabor še vedno ohrani svojo funkcijo končne, nepristranske in edine resnične ocene, ki
modela ni videl v nobeni fazi prilagajanja.

Za kvantifikacijo uspešnosti pri klasifikacijskih problemih lahko uporabljamo različne metrike. Nekatere
najbolj pogosote so izpeljane iz matrike zamenjav (Confusion matrix). Ključne med njimi so natančnost
(Precision), ki meri delež pravilno pozitivnih napovedi, priklic (Recall), ki meri delež dejanskih poz-
itivnih primerov, ki jih je model zaznal, ter mera F1 (F1-score), ki ponuja uravnoteženo kombinacijo
obeh. Za globljo analizo se uporabljajo tudi ROC-AUC krivulje, ki grafično ponazarjajo kompromis med
občutljivostjo (Sensitivity) in specifičnostjo (Specificity). Občutljivost, znana tudi kot stopnja resnično
pozitivnih primerov (True Positive Rate), je delež pravilno identificiranih pozitivnih primerov od vseh dejan-
sko pozitivnih primerov. Specifičnost, znana tudi kot stopnja resnično negativnih pirmerov (True Negative
Rate), je delež pravilno identificiranih negativnih primerov od vseh dejansko negativnih primerov.

Ključen problem, ki ga skuša evalvacija modelov strojnega učenja nasloviti, je kompromis med pris-
transkostjo in varianco (Bias-Variance Tradeoff), ki pomaga pri odkrivanju premajhnega ali pretiranega
prileganja (overfitting). Do pretiranega prileganja pride, ko se model preveč natančno nauči vzorcev v učnih
podatkov, vključno s šumom, ker ti vzorci ne obstajajo potem v realnih podatkih, model svojega znanja ne
uspe posplošiti na nove podatke. To prepoznamo, ko je učna uspešnost visoka, uspešnost na validacijskem
(ali testnem) naboru pa znatno nižja. Za zagotavljanje bolj robustne in zanesljive ocene zmogljivosti se
uporablja metoda navzkrižne validacije (K-fold Cross-Validation), kjer se učni nabor razdeli na K delov
in model se ponovno uči in validira K-krat, kar zmanǰsa odvisnost ocene od specifične delitve podatkov ter
nam hkrati poda negovotovost za oceno kvalitete modela.

Predlogi za nadaljnje branje:

1. G. James, D. Witten, T. Hastie, & R. Tibshirani, An Introduction to Statistical Learning, Springer.

2. Géron, Aurélien, Hands-On Machine Learning with Scikit-Learn, Keras & TensorFlow, O’Reilly.

8 Problemi zadovoljevanja omejitev

Problemi zadovoljevanja omejitev (constraint satisfaction problems, CSPs) so vrsta matematičnih ugank,
kjer moramo najti vrednosti za množico spremenljivk, tako da so zadovoljene vse dane omejitve. Vsak tak
problem je zgrajen iz treh osnovnih delov: spremenljivke (variables), domene (domains) in omejitve
(constraints). Spremenljivke predstavljajo stvari, ki jih želimo določiti, domene povedo, katere vrednosti
lahko spremenljivke zavzamejo, omejitve pa določajo, katere kombinacije vrednosti so dovoljene.

Na primer, predstavljaj si urnik za šolo. Spremenljivke so ure in učilnice, domene so možni predmeti,
omejitve pa:

• isti učitelj ne more predavati v dveh učilnicah hkrati,

• dva razreda ne smeta imeti iste učilnice ob istem času,

• nek predmet mora biti ma urniku dvakrat tedensko itd.

Rešitev CSP-ja je razporeditev vrednosti spremenljivk (npr. kateri predmet kdaj in kje), ki zadovolji vse
omejitve.

Veliko znanih iger in ugank lahko opǐsemo kot CSP-je. Sudoku je tipičen primer: spremenljivke so polja
v mreži, domena so številke od 1 do 9, omejitve pa so, da se v isti vrstici, stolpcu in kvadratu številke ne
smejo ponavljati. Podobno lahko obravnavamo tudi barvanje zemljevidov (map coloring): državam
(spremenljivke) dodelimo barve (domena), omejitve pa zahtevajo, da sosednji državi nimata iste barve.

V umetni inteligenci (artificial intelligence) se CSP-ji uporabljajo pri načrtovanju (planning), razpore-
janju (scheduling), konfiguraciji sistemov in reševanju kombinatoričnih ugank. Klasičen pristop k reševanju
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je iskanje z vračanjem nazaj (backtracking search), kjer postopoma gradimo rešitev: izberemo spre-
menljivko, ji dodelimo vrednost in preverimo, ali še vedno lahko zadovoljimo vse omejitve. Če pridemo v
slepo ulico, se vrnemo nazaj (“backtrack”) in poskusimo drugo možnost.

Da bi bili učinkoviti, uporabljamo heuristike (heuristics), to so pametna pravila za izbiro naslednje
spremenljivke ali vrednosti, ter različne tehnike poenostavljanja omejitev (constraint propagation),
ki vnaprej odstranijo nemogoče vrednosti. Obstajajo tudi lokalni iskalni algoritmi (local search algo-
rithms), ki začnejo z naključno rešitvijo in jo postopno izbolǰsujejo, dokler ne zadostijo vsem omejitvam ali
dokler ne ugotovijo, da je problem prezahteven.

Za olimpijado iz umetne inteligence (AI olympiad) so problemi zadovoljevanja omejitev zelo privlačni,
ker združujejo formalno razmǐsljanje in praktično reševanje ugank. Naloga je pogosto: “Zapǐsi to uganko
kot CSP in poǐsči (ali preštej) vse rešitve.” Če znaš vsakdanje probleme – urnike, igre, logične uganke –
prevesti v spremenljivke, domene in omejitve ter razmǐsljati o tem, kako bi tak problem rešil računalnik, si
že zelo blizu razmǐsljanju profesionalnih raziskovalcev umetne inteligence.

Predlogi za nadaljnje branje:

1. Stuart Russell & Peter Norvig, Artificial Intelligence: A Modern Approach, Pearson.

2. Rina Dechter, Constraint Processing, Morgan Kaufmann.

9 Priporočilni sistemi

Priporočilni sistemi (recommender systems) so sistemi umetne inteligence, ki nam pomagajo izbrati tisto, kar
nas bo najbolj verjetno zanimalo. Vidimo jih povsod: pri predlogih filmov na platformah za pretakanje, pri
priporočilih glasbe, pri spletnih trgovinah, ki nam pokažejo “Morda vam bo všeč tudi to” ali pri družbenih
omrežjih, ki izbirajo objave, ki jih vidimo najprej.

Vsak tak sistem ima običajno tri osnovne gradnike: uporabnike (users), predmete (items) in po-
datke o preferencah (preference data). Uporabniki so ljudje (npr. gledalci, poslušalci, kupci), predmeti
so stvari, ki jih priporočamo (filmi, pesmi, izdelki, objave), podatki o preferencah pa so ocene (ratings), kliki
(clicks), ogledi (views) ali nakupi (purchases). Cilj sistema za priporočanje je: glede na preteklo obnašanje
napovedati, kaj si bo nek uporabnik verjetno želel videti ali poslušati v prihodnje.

Eden najpomembneǰsih pristopov je sodelovalno filtriranje (collaborative filtering). Ideja je pre-
prosta: če imata dva uporabnika podobne okuse v preteklosti, jima bomo verjetno lahko priporočili podobne
stvari. Matematika v ozadju si pogosto predstavlja veliko tabelo (matriko), kjer vrstice predstavljajo uporab-
nike, stolpci predmete, v celicah pa so ocene ali drugi podatki. Naloga je napovedati manjkajoče vrednosti
v tej matriki. Za to se uporabljajo metode, kot je faktorizacija matrike (matrix factorization), kjer
vsakega uporabnika in predmet predstavimo z vektorjem skritih značilnic, ali pa sodobne metode na osnovi
globokega učenja (deep learning).

Drugi pomemben pristop je na vsebini temelječe priporočanje (content-based recommendation).
Tu gledamo lastnosti samih predmetov: žanr filma, izvajalca glasbe, ključne besede v članku, tehnične
značilnosti izdelka. Sistem poskuša ugotoviti, kakšne lastnosti ima tisto, kar ti je bilo v preteklosti všeč,
in nato poǐsče nove predmete s podobnimi lastnostmi. Pogosto se v praksi uporabljajo hibridni sistemi
(hybrid systems), ki združujejo sodelovalno filtriranje in vsebinski pristop, da izkoristijo prednosti obeh.

Pri priporočilni sistemi se pojavi več zanimivih izzivov. Eden je problem hladnega zagona (cold-start
problem): kako priporočati novemu uporabniku ali za popolnoma nov predmet, za katerega še nimamo
podatkov. Drugi izziv so pristranskosti (biases) in filtrski mehurčki (filter bubbles), ko sistem
uporabniku kaže vedno bolj podobne vsebine in mu s tem zoži pogled na svet. Zato raziskovalci razmǐsljajo
tudi o raznolikosti (diversity), poštenosti (fairness) in razložljivosti (explainability) priporočil.

Za olimpijado iz umetne inteligence (AI olympiad) so priporočilni sistemi zanimivi, ker povezujejo po-
datkovno analitiko, verjetnost in optimizacijo. Tipična naloga je na primer: “Dani so pretekli ogledi filmov.
Zgradi model, ki bo za vsakega uporabnika razvrstil filme od najbolj do najmanj zanimivih.” Če znaš
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razmǐsljati o uporabnikih, predmetih, vzorcih v podatkih in o tem, kako se iz preteklosti učiti za prihodnost,
že razmǐsljaš kot nekdo, ki gradi prave priporočilne sisteme.

Predlogi za nadaljnje branje:

1. Dietmar Jannach, Markus Zanker, Alexander Felfernig & Gerhard Friedrich, Recommender Systems:
An Introduction, Cambridge University Press.

2. Francesco Ricci, Lior Rokach & Bracha Shapira (ur.), Recommender Systems Handbook, Springer.
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